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最適化から見たディープラーニングの考え方
得居　誠也

機械学習において，人手で設計した特徴量にもとづく手法が性能の限界を迎えつつあるなか，計算機性能
の進歩とデータセットの大規模化によって，深層学習（ディープラーニング）は圧倒的な認識性能を次々に
叩き出し，産業界を巻き込み注目を集めている．本稿では，教師あり学習とニューラルネットの基本的な定
式化からはじめ，深層学習において高い性能を実現するための最適化，モデリング，正則化の技術について
広く紹介する．
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1. はじめに

深層学習は，この 5 年間にパターン認識の様々な分
野で成功している．音声認識では，混合ガウスモデル
による方法に代わって，2011 年に深層ニューラルネッ
トを用いた手法が単語誤識別率を 10 ポイント以上改善
している [1]．画像認識では，大規模一般物体認識のコ
ンテスト ImageNet Large Scale Visual Recognition

Challenge (ILSVRC) において，2012 年に深層学習
を用いたチームが，2位以下に正解率 10 ポイントの差
をつけ圧勝した [2, 3]．さらにここ 1年半の間に，強
化学習 [4] や機械翻訳 [5] など，より広い分野におい
ても，従来の手法を追い越そうとしている．
深層学習は，深いニューラルネットを中心とした，無

名の変数からなる深い階層を持つ予測器や確率モデル
を用いた機械学習の総称である．無名の変数とは，それ
ぞれにあらかじめ特定の意味づけがされておらず，学
習によって役割が自動的に決まるという意味だ．本稿
では，まず機械学習の問題とニューラルネットを定式
化したあと，深層学習で用いられる種々の手法を，最
適化，モデルの構成，および正則化を軸に紹介する．

2. 統計的な教師あり学習

本稿では，教師あり学習と呼ばれる機械学習の問題
設定を扱うので，まずその目的を簡単に説明しよう．
入力変数を x ∈ X，それに対する予測を y ∈ Y と書
く．便宜上，これらの組を z = (x, y),Z = X × Y と
書く．教師あり学習の目標は，与えられたデータ集合
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S = {zi}N
i=1 ⊂ Z を用いて，予測関数 f : X → Y を

自動的に獲得することである．ここで，あらゆる予測
関数を考慮することは難しいので，パラメータ付けら
れた予測関数の集合 F = {fθ|θ ∈ Θ} を考え，その中
で最適な fθ ∈ F を探索するのが一般的である．探索
空間 F をモデルと呼ぶことにする．学習に用いる各
データ zi を訓練事例，その集合 S を訓練集合と呼ぶ．
この問題を定量的に扱うためには，予測関数 f が

どれくらい間違っているかを測る尺度が必要である．
そこで，入力と真の予測の組 z = (x, y) を用いて，
損失関数 �(f, z) を定義する．損失関数は，f(x) が
y に近いほど小さな値を取るように選ぶ．訓練集合
に対して正しく予測する関数を得るには，損失の平
均 ES(f) = (

∑
z∈S

�(f, z))/N を最小化すればよい．
ES(f) を f の経験損失という．
さて，教師あり学習の真の目的は，訓練集合に含ま

れない新しい入力に対しても正しい予測を行うことで
ある．この観点で最適化問題を書き直すのが，統計的な
教師あり学習である．入力と真の予測の組 z = (x, y)

が独立同分布に従って生成されると仮定する．このと
き，損失の期待値 E(f) = Ez[�(f, z)] が定義できる．
この期待値 E(f) を汎化誤差という．統計的教師あり
学習の目標は，汎化誤差 E(f) を最小化する f を獲得
することである．
学習手法が出力する予測関数 f の汎化誤差は，

四つの項に分解して解釈できる [6]．ここで，あらゆ
る予測関数における汎化誤差の最小解を f�，モデル
F における最小解を f�

F，モデル F における経験損失
の最小解を f̂F とする．このとき E(f) は，汎化誤差
の下限 E(f�)，近似誤差 E(f�

F) − E(f�)，推定誤差
E(f̂F)−E(f�

F )，最適化誤差 E(f)−E(f̂F ) に分解で
きる（図 1）．このうち E(f�) 以外の 3 項が学習手法
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図 1 汎化誤差の分解を模式的に表した絵．(1)，(2)，(3)
の各端点における汎化誤差 E の差がそれぞれ近似誤
差，推定誤差，最適化誤差に対応する．

図 2 3 層ニューラルネットの概略図．白丸は各層の値 hi

を，エッジは結合重み行列の掛け算を，黒い節点は
バイアスの足し算と非線形関数を表す．非線形関数
として，中 2 層のように各成分ごとに独立な非線形
変換を施すこともあれば，図の最終層のように複数
成分にまたがった変換を行うこともある．

によって変わる．近似誤差はモデル F の表現力を反
映する．推定誤差は，実際に最適化する目的関数が E

ではないことで生じる誤差の増分であり，主にデータ
が有限個しかないことに由来する．推定誤差が大きい
状態は過学習と呼ばれ，この項を小さくおさえること
は機械学習における重大な関心事である．最後に，最
適化誤差はアルゴリズムが経験損失の最小解に到達で
きないことで発生する誤差の増分である1．
深層学習では，近似誤差の小さなモデルをもとに，推

定誤差と最適化誤差の双方を最小化することを考える．
画像や音声の認識においては，今まで人手で設計され
た特徴量を用い，線形予測器やカーネル法を用いて凸
な損失関数を最小化していた．これは，最適化が比較
的容易なモデルを出発点として，特徴量を工夫するこ
とで近似誤差を小さくするアプローチである．深層学
習はその意味で，従来のパターン認識のアプローチと
異なっている．

3. ニューラルネットの定式化と勾配計算

ニューラルネットはモデルの一種で，予測関数を複
数の非線形変換の合成で表す（図 2）．入力 x = h0 に

1 ただし，あくまで経験損失ではなく E によって評価され
るため，最適化誤差は負の値を取りうる．

対して，f1, . . . , fL を非線形関数として

hi = fi(zi), zi = Wihi−1 + bi (i = 1, . . . , L) (1)

のように定義する．ここで，Wi は結合重み行列，bi は
バイアスベクトルであり，ともに学習すべきパラメー
タである．各 hi の成分をユニットと呼ぶ．各非線形
関数 fi は活性化関数と呼ばれ，パラメータを持たな
い関数である．通常，ユニットごとの非線形関数を用
いることが多いが，多値分類などの出力層では全成分
にまたがった変換を行うこともある．
損失関数は，ニューラルネットの出力 hL に対して定

義され，その設計は学習したい課題によって工夫を要
する．教師あり学習における典型的な課題は，回帰と
分類である．回帰問題の場合，目標とする値 y ∈ R

に対して，二乗誤差 �(hL) = (y − hL)
2 を用いる

のが一般的だ．多値分類問題では，正解ラベルの 1-

hot ベクトル2 y を目標として，交差エントロピー誤差
�(hL) =

∑
i
(yi log hL,i + (1− yi) log(1− hL,i)) をよ

く用いる．この場合，hL は確率ベクトルである必要が
あるため，最終層の活性化関数としてソフトマックス
関数 f(x) = (exp(xi)/

∑
j
exp(xj))

d
i=1 を用いる．こ

こで，d は出力層のユニット数である．これはユニッ
トごとの実数値関数に分解できない活性化関数の一例
である．
ニューラルネットの最適化手法は，勾配にもとづく

方法が主流である．あるデータに対する損失 � = �(hL)

の勾配は，式 (1) に連鎖律を適用して次のように計算
できる．

∇zi
� = f ′

i(zi)∇hi
�, ∇hi−1

� = W�
i ∇zi

�, (2)

∇Wi
� = ∇zi

� h�
i−1, ∇bi

� = ∇zi
�. (3)

∇hL
� を出発点として，式 (2) を用いて ∇hi

� を
i = L − 1, . . . , 2 の順に計算し，層ごとに式 (3) を
用いてパラメータの勾配を求める．このアルゴリズム
を誤差逆伝播法 [7] という．
活性化関数としては，区分的に微分可能な連続関数を

用いることが多い．微分不可能な点を含む場合，その点
での微分係数としては左右の微分係数かその間の値を
代わりに用いる．主要な活性化関数を図 3に示す．中間
層の活性化関数として，従来よく用いられていたのは成
分ごとのシグモイド関数で，σ(x) = 1/(1+ exp(−x))

や tanh(x) が代表的だ．これらは滑らかであり，値域

2 ラベル i の 1-hot ベクトルとは，{0, 1} 値ベクトルであ
り，次元がラベル数に一致し，第 i 成分のみが 1 となって
いるものである．

192（10）Copyright c© by ORSJ. Unauthorized reproduction of this article is prohibited. オペレーションズ・リサーチ



図 3 主要な活性化関数のプロット

が有界であるため，数値的に不安定になりにくい利点
がある．一方で，入力 x が大きい値を取るときに微分
係数が小さくなるため，層数が多い場合，式 (2) にお
いて次々に微分係数をかけることで，値が指数的に減
少する問題がある．そこで，最近は関数 max(0, x) を
よく用いる [8] . この関数は，Rectified Linear Unit

(ReLU) や rectifier などと呼ばれている．ReLU は，
値域が有界でない欠点はあるものの，正の値を取るユ
ニットについて勾配が減衰せずに伝播するため，最適
化において有利である．

4. ニューラルネットの最適化

ここからいよいよニューラルネットの学習の話題に
入る．本節および次の節では，最適化誤差を最小化す
る方法を述べる．
深層学習においてもっとも基本的な最適化手法は，確

率的勾配降下法である．t 回目の反復時のパラメータ
全体をまとめて θ(t) としたとき，データ集合の中から
一部分をランダムに取り出し，それらの平均損失の勾
配 g(θ(t)) を用いて次のようにパラメータを更新する．

θ(t+1) = θ(t) − η(t)g(θ(t)). (4)

ここで，η(t) は t 回目の反復におけるステップ幅であ
る．機械学習では，ステップ幅を学習率ともいう．
目的関数の曲率が大きいとき，二階微分に頼らずに

曲率の小さな方向を見つけ出す方法として，次のモー
メンタム法をよく用いる．

v(t+1) = μv(t) − η(t)g(θ(t)),

θ(t+1) = θ(t) + v(t+1). (5)

これとよく似た手法として，Nesterov の加速法と呼ば
れる次の更新式もよく使う [9]．

v(t+1) = μv(t) − η(t)g(θ(t) + μv(t)),

θ(t+1) = θ(t) + v(t+1). (6)

どちらも，v(t) が実際の更新に用いる差分ベクトルを

図 4 モーメンタム法（上）と加速法（下）の更新方向

表し，μ で指数的に減衰する重み付けで過去の勾配の
平均を取ったものである．モーメンタム法や加速法は，
直近の勾配で一貫して現れる方向を増幅し，勾配の符
号がころころ変わる方向については減速するように働
く．よって，目的関数の曲率が大きな方向について，差
分ベクトル v(t) は小さな値を取り，二次最適化の手軽
な模倣とみなすことができる．モーメンタムと加速法
の更新方向を図 4 に示した．加速法はモーメンタム法
と比べて，勾配を計算する位置が更新後のパラメータ
により近くなっている．
さて，ニューラルネットを含む深層学習の最適化で

は，目的関数は一般に非凸であり，局所解や鞍点など
の構造を持つ．勾配法では局所解を抜け出すことは難
しく，また鞍点にとらわれる可能性もある．
局所解の存在に問題があるのかは，注意深く考える

必要がある．というのも，深層学習において，ほとん
どの局所解は十分よい解であるという予想があるのだ．
ラメルハートが誤差逆伝播法を導入した当時，局所解
であっても十分高い性能を発揮することが実験的に示
されていた [7]．同様のことは，ニューラルネットの
様々なデータに対する成功により，実験的にはよく確
かめられている．
もう少し理論的な視点からの考察もある [10, 11]．

解析の対象はガウス確率場から生成された関数である．
ヘッセ行列の負の固有値の個数を指数というが，停留
点は指数によって分類できる．そこで [11] では，高次
元のガウス確率場から生成された関数は，停留点のほ
とんどが鞍点であり，停留点での値は指数の単調増加
関数上に集中していることが示されている．局所解は
指数が 0 の点であるから，ほとんどの局所解は近い値
を取り，それらはほとんどの鞍点よりもよい解である．
この解析は理論的に扱いやすい関数のクラスを対象と
しているが，実際の認識課題においても停留点が同じ
ように分布することが実験的に確かめられている [10]．
ほとんどの停留点が鞍点であることは，直感的に次

のように理解できる [10]．目的関数がランダムであり，
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停留点のヘッセ行列の要素が平均 0 の同じ分布に従う
ならば，その固有値の分布はウィグナーの半円分布に
従う．これは 0 を平均・中央値とする半楕円形をした
分布で，特に正負の値が半々の確率で生成される．こ
のとき，停留点の指数が 0 となる確率は，次元を高く
するにつれて指数的に減少する．
鞍点付近では勾配が小さくなるため，勾配法は鞍点

にとらわれやすい．ニューラルネットのモデルはときに
1 億次元という高次元空間になり，停留点のほとんど
は鞍点と予想されるため，最適化の大きな障害となる．
鞍点から素早く抜け出すには，勾配の小さな方向に

ついて加速することが重要である．言い方を変えると，
勾配の大きさによらず，目的関数が減少する方向に等
速で進むことができれば，鞍点にとらわれない．次に
示す RMSprop [12] はこの発想にもとづく．

ḡ(t+1) = λg(t) + (1− λ)g(θ(t))2,

θ(t+1) = θ(t) − η(t) g(θ(t))√
ḡ(t+1)

. (7)

ここで，この式を含め，以降は積や平方根などの演算
はすべて要素ごとに行うこととする．式 (7) は，勾配
を直近のスケールで正規化したような勾配法となって
いる．
よく似た手法として次の ADADELTA [13] がある．

ḡ(t+1) = λḡ(t) + (1− λ)g(θ(t))2,

v(t+1) = −
√
v̄(t)

g(θ(t))√
ḡ(t+1)

,

θ(t+1) = θ(t) + v(t+1),

v̄(t+1) = λv̄(t) + (1− λ)(v(t+1))2. (8)

少々ややこしいが，ḡ(t) や v̄(t) は移動平均であり，そ
れぞれ直近の二乗勾配と更新幅を表す．更新則 (8) で
は，正規化された勾配に

√
v̄(t) をかけることで，ニュー

トン法のようにパラメータのスケールに応じて更新幅
を自動的にスケールさせている．これはたとえば，方
向ごとに曲率が大きく異なる場面で威力を発揮する．
RMSprop はプラトーに強いが，曲率の意味で関数が
大きくゆがんでいる場合には ADADELTA のほうが
素早く降下方向へと加速する．これらの新しい勾配法
は，理論解析に乏しいものの，様々な目的関数におい
て特別なチューニングなしによい性能を発揮する [14]．
プラトーの問題を捉える別のアプローチとして，自

然勾配法がある [15]．自然勾配法では，情報幾何学に
もとづいて定まる行列 G−1 を勾配にかける．行列 G

は，モデル F に導入される自然な可微分多様体構造

におけるリーマン計量である．この方法は，座標系に
よらないパラメータ間の本質的な距離構造を考慮した
上で，目的関数がもっとも素早く降下する方向を探し
ていると解釈できる．多層ニューラルネットのモデル
においては，この多様体が特異点を持ち，この特異点
がプラトーをなす．自然勾配法は，計量を考えること
で特異点に由来するプラトーを自然に解消する方法で
ある．
自然勾配法は，素朴な計算方法では反復ごとに行列

G を再計算する必要があり，効率が悪い．そこで行列
G を逐次的に推定する手法なども提案されている．上
で述べた RMSprop などと比べて，自然勾配法は新し
い手法ではないが，深層学習の学界ではこれを再評価
する流れがあり，注目されている [16]．自然勾配法の
詳細や具体的な効用，解析については [15] を参照され
たい．

5. 最適化誤差を小さくするモデル

最適化誤差を小さくするには，前述のような最適化
手法の高度化ももちろん重要だが，より最適化しやす
い予測関数を用いるという手もある．モデルを変更し
て最適化誤差を縮める際には，近似誤差を小さく保つ
必要がある．いくつか例を挙げよう．

5.1 畳み込みネット
画像認識では全連結のニューラルネットの代わりに

畳み込みネット [17] を使う（図 5）3．3 節では，行列
積で層を定義したが，畳み込み層では二次元畳み込み
演算で出力を計算する．これに対して，密な行列をか
ける層を全連結層という．畳み込み演算は，入出力をベ
クトルに展開して行列積で書くこともできる．このと
き，入力ベクトルにかけられる行列の各行は，図の左
側の小さな箱に相当する要素だけが非ゼロであり，非
ゼロのパラメータは各行の間で共有される．よって，畳
み込み層は全結合層に対して，パラメータに制約を入
れたものと解釈することができる．
畳み込み層のパラメータに加えられた制約は大きく，

全連結層のほうがずっと自由度が高いが，画像認識に
おいては畳み込み層を用いてもよい解が得られる．つ
まり，近似誤差はあまり下がらない．これは，画像が
空間方向に対称性と局所性を持ち，畳み込み層が低次
の特徴を表現するのに十分なためである．パラメータ

3 畳み込みネットは，畳み込み層のほかにプーリングと呼
ばれる特殊な活性化関数も用いる．これも画像の空間方向
への対称性を用いた手法だが，本稿ではその解説は省略す
る．
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図 5 畳み込み層の概略図．入力と出力はともに 3 階のテ
ンソルで表される．テンソルの各軸は，画像の縦・横
方向およびチャンネルの種類に対応する．各チャン
ネルは，入力がカラー画像なら R，G，Bに対応し，
中間層ではその位置における何らかの特徴を表す．畳
み込み演算は，入力の各矩形をベクトルに展開し，そ
れぞれに同じ重み行列 W を作用させ，位置ごとに
ベクトルを出力する．

図 6 ニューラルネットの転移学習の例．課題 S を学習し
たニューラルネット A の途中の層までを別のニュー
ラルネット B にコピーし，残りの層をランダムに初
期化して別の課題 T を学習させる．

が少ないほうが最適化誤差を小さくしやすいため，畳
み込みネットのほうがより低い汎化誤差を達成する．
畳み込みネットを含め，上記のようなパラメータ制

約は推定誤差をおさえる効果も持つ．この点について
は 6 節でまた触れる．

5.2 転移学習
さて，最適化誤差をおさえる別のアプローチとして，

大規模データセットを用いて学習したニューラルネッ
トを，別のデータセットに転用するという方法がある
（図 6）．これは，目標とする課題 T において学習デー
タが十分でない場合，特に有用である．T に似た性質
を持つ学習課題 S であって，大規模なデータセットが
手に入るものを考える．このとき，まず課題 S を大規
模なニューラルネット A に学習させる．次に A の途
中の層までを残して以降を取り除き，パラメータをラ
ンダムに初期化した層を後ろに取り付ける．こうして
できた新しいニューラルネット B を，課題 T のデー
タセットで学習する．これは転移学習と呼ばれる方法
の一種で，課題 T と S において有効な特徴量が似通っ
ている場合に効果がある．後段で課題 T を学習する際

には，A からコピーしたパラメータを固定する場合と，
それらも含めて全体を最適化しなおす場合がある．T

のデータセットが小さい場合は，コピーしたパラメー
タを固定したほうが，過学習のリスクが少ない．逆に
T のデータセットが大きい場合，全体を最適化しなお
したほうが汎化性能がよくなる．
課題によっては，転移学習を用いることで，最適化

誤差が小さくなる．最適化の観点から考えると，ニュー
ラルネット A は B の初期パラメータを与えるだけだ
が，この初期値には T のデータセットのみを使っては
到達できない可能性がある．その場合には最適化の観
点からも転移が有効である．
一方，転移の方法を間違うと，最適化に悪影響を及

ぼすこともある．ニューラルネットの学習は，層をま
たいだパラメータ間の相互依存を引き起こす場合があ
る．この場合，A から B を初期化する際に，相互依
存の関係にある層の片方を取り去ってしまい，後段の
学習でコピーしたパラメータを固定してしまうと，最
適化が困難になる [18]．このような相互依存は，入出
力から遠い中間層でよく発生する．
この転移学習の例は，深層学習における表現の重要

性も示している．表現とは，特徴量と似た意味で使わ
れる用語だが，特にニューラルネットの中間層のよう
に，ベクトル全体として意味をなす場合をさす．複数
の課題の間で表現を共有する試みは，ほかにも化合物
の活性予測で成功している [19]．

5.3 モデル圧縮
最後に，深層学習のもっとも興味深い点である，深

さの効果を考える．深層学習の本質はその深さにある
と信じられているが，深いニューラルネットが高い性
能を発揮する理由はまだよくわかっていない．
Universal Approximation定理によれば，2 層の浅

いニューラルネットであっても，中間層が十分多くの
ユニットを持てば，任意の連続関数を再現できる（厳
密な定式化は [20] を参照せよ）．しかし「現実的なパ
ラメータ数で，深いニューラルネットと同じくらいよ
い予測器を表現できるか」はまた別の問題である．
この命題は，少なくとも多値分類問題に対しては，モ

デル圧縮のアプローチによる実験によって，肯定的に
解決された [21]．モデル圧縮では，多値分類問題をま
ず深いニューラルネット A に学習させる．次に，学習
データに付与されたラベルに加えて，A が出力する各
ラベルの確率を教師情報として加え，それを模倣する
ように浅いニューラルネット B を学習させる．このと
き，A の出力は，手で付与されたラベルと比べ，不正
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解ラベル間の関係をも表現する，より豊かな情報とな
る．たとえば，一般画像認識の例で，狐の画像に対し
て「犬」ラベルと「車」ラベルをつける確率を考える
と，ともに不正解という意味では低い値を取るが，相
対的には「犬」ラベルのほうにより大きな値を付与す
るべきだろう．
モデル圧縮を用いると，浅いニューラルネットを学

習データから直接学習する場合とくらべて，より高い
認識性能を達成する．モデル圧縮によって，深いニュー
ラルネットと同じ性能の浅いニューラルネットを学習
できるとする報告もある [22]．このことは，現実的な
ユニット数においても，浅いニューラルネットの表現力
は十分高く，近似誤差は小さいということを示す．問題
となるのは推定誤差や最適化誤差であり，ここにニュー
ラルネットの深さが関わってくるのだろう．

6. 正則化と最適化の関係

今度は推定誤差をおさえる方法を考える．推定誤差
が大きい状態（過学習）を避けるためにアルゴリズム
に手を加えることを正則化という．正則化は，汎化誤
差の小さな予測器に求められる性質を事前知識にもと
づいて考え，それを学習手法に反映することで，過学
習を避けるアプローチである．
過学習の典型的な例は，学習データによりよく適合

するために，一部のパラメータがつ̇じ̇つ̇ま̇合̇わ̇せ̇をす
る場合である．たとえば，二つの入力ユニット x，y

と一つの出力ユニット z を考える．ここでは簡単のた
め，z は線形のユニット，すなわち非線形関数を用い
ないユニットを考える．x = 1, y = 1 のときに z = 1

を出力したい場合，z = 0.5x + 0.5y としてもよいし，
z = 100x − 99y としてもよい．ここで，データに少
しだけノイズがのり，x = 1.1, y = 0.8 となった場合，
前者は z = 0.95 という頑健な値を出力するが，後者
は z = 30.8 と大きく異なる値を出力する．後者が頑
健でない原因は二つある．一つは，パラメータが大き
な値を取ってしまったことである．もう一つは，二つ
のパラメータが相互依存の関係にあることである．つ
まり，z = 100x − 99y という式の背後には，x と y

が同じ値を取るという仮定が入り，二つのパラメータ
100，−99 の間にはお互いの役割に関して依存性が生
じる．
パラメータの絶対値を小さく保つための正則化とし

て，たとえば荷重減衰やノルム制約がある．荷重減衰
では，目的関数にパラメータの二乗和 ‖θ‖2 を足す．ノ
ルム制約では，適当な半径 R > 0 を決めておいて，各

反復後にパラメータを超球 {‖θ‖ ≤ R}に射影する．ノ
ルム制約を用いた勾配法は，この超球をパラメータの
定義域としたときの射影勾配法と捉えることもできる．
これらの正則化は，深層学習に限らず機械学習の幅広
い場面で使われている．
ニューラルネットの学習に特有の正則化としては，ド

ロップアウト [23] をよく用いる．これは，最適化の際
に，各ユニットに確率 α でランダムに 0 をかけると
いう手法である．学習時にユニットがランダムに脱落
するため，ユニット間に相互依存ができるようなパラ
メータでは学習時の誤差が大きくなり，結果として相
互依存の少ないパラメータが得られる．ドロップアウ
トは非常に強力な正則化手法だが，得られる勾配が不
安定になるため，最適化は一般に難しくなる．
5節で，畳み込み層の導入によって最適化が簡単にな

ると述べたが，これは同時に正則化の効果も持つ．こ
れは，次のように直感的に理解できる．畳み込み層を
用いると，各フィルタは一つの画像に対して繰り返し
適用される．一回の適用ごとに，出力側から誤差逆伝
播によって勾配が伝播し，各位置での勾配の総和が実
際の更新方向となる．よって，畳み込み層のフィルタ
を学習する際には，実効的なデータ数が増す．データ
数が大きい場合，経験損失は汎化誤差をよく近似する
ようになるため，推定誤差が小さくなる．畳み込み層
に限らず，モデルの中で複数回パラメータを同じよう
に使う場合，同様の議論が可能である．その場合，パ
ラメータを共有する回数が多いほど，正則化の効果は
強くなる．画像認識における畳み込みネットではこの
効果が非常に強いため，多くの場合では畳み込み層に
おいてはドロップアウトが必要ない．
このように，深層学習においても正則化によって推

定誤差を小さくおさえることが重要だが，一方でこれ
らの手法は最適化誤差にもよい影響を及ぼすことがあ
る．たとえば [2] は，荷重減衰によって経験損失が小
さくなったと報告している．正則化の効果は，よいパ
ラメータの性質についての事前知識を用いて，目的関
数にバイアスを入れることである．このとき，変化す
るのは局所解の位置だけではなく，反復最適化におい
てパラメータが通る経路全体がバイアスの効果を受け
る．その結果，鞍点やプラトーを回避するように経路
が変更されれば，より経験損失の小さな解に到達でき
る．たとえば荷重減衰が最適化を補助するという結果
から，原点に近いパラメータ領域のほうが，原点から
遠いパラメータ領域よりも目的関数の形状が素直で，
最適化がしやすいと予想される．
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勾配法をもとにした最適化手法の発展が目的関数の
ミクロな構造に着目しているとすれば，正則化による
最適化の補助は目的関数のマクロな構造にもとづくと
いえる．

7. おわりに

本稿では，深層学習の基本的な考え方を紹介し，その
根幹をなす最適化問題の性質とそれに対するアプロー
チについて，実際に成功をおさめている手法にからめ
て駆け足で眺めた．深層学習の要点は，多層のニュー
ラルネットにより階層的な表現が学習される点にある
が，その理論的な背景はいまだ謎に包まれている．一
方で，深層学習の研究自体はまさに日進月歩の様相を
呈している．理解が性能に追いつき，それがさらなる
性能の向上に役立つ日が来ると期待している．
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